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В данных, используемых нейронной сетью для обучения, могут присутствовать противоречивые сведе-
ния. Чтобы исключить такие данные предлагается использовать профиль компактности, который изначально 
применялся в задаче классификации. Для сведения задачи предобработки данных в моделировании к задаче 
предобработки в классификации выполняется процедура кластерного анализа над выходными параметрами 
нейросетевой модели. Эффективность данного решения подтверждается результатами проведенного экс-
перимента.
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Inconsistent data can be present In the data used by neural networks for training. To exclude such data it is 
offered to use a profi le of compactness which was initially applied in a classifi cation problem. The procedure of 
cluster analysis is performed over target parameters of neural models to transform task of preprocessing data in 
classifi cation to task of preprocessing data in modelling. Effi ciency of the given decision is confi rmed by results of 
the experiment.
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В работах [5, 6] для решения задачи 
моделировании сквозной технологии про-
изводства холоднокатаного проката (ав-
толистовой стали), характеризующейся 
большим числом учитываемых параметров, 
предложено использовать нейронную сеть. 
Обучение нейронной сети на первичных 
экспериментальных производственных 
данных часто не приводит к ожидаемому 
результату. Это связано с тем, что в данных 
для обучения могут присутствовать проти-
воречивые экспериментальные значения, 
т.е. одинаковые значения векторов неза-
висимых парамеров имеют разные значе-
ния векторов зависимых параметров [8]. К 
противоречивости приводят погрешности 
измерений и субъективные ошибки (часть 
данных снимается вручную). Противоречи-
вость будет также наблюдаться, если в мо-
дель не включены значимые входные пара-
метры (ошибка выбора параметров модели). 
Такие строки данных следует исключать из 
обучающей выборки, так как они влияют 
на скорость обучения, величину ошибок 
обу чения и обобщения и могут привести, в 
конечном счете, к неработоспособности по-
строенной нейронной модели. Пример по-
добных данных приведен в таблице.

Данные таблицы представляют собой 
фрагмент экспериментального массива 
данных, используемого для обучения ней-
ронной сети, которая предназначена для 
моделирования зависимости показателей 

качества готовой продукции (механических 
свойств автолистового проката – выходные 
параметры модели) от управляемых техно-
логических характеристик производства 
(параметров горячей, холодной прокатки и 
непрерывного отжига – входные параметры 
модели). Из 19 входных параметров только 
в 2-х случаях отклонение между значени-
ями превышает 1 %, при этом у 4-х выход-
ных параметров из 5 отклонение выше 1 %, 
т.е. входные значения отличаются незначи-
тельно, а значения выходных параметров 
отличаются существенно.

Повышение качества обучения нейрон-
ной сети в этом случае возможно только при 
использовании эффективных методов предо-
бработки данных. Для обработки данных пе-
ред обучением нейронной сети предлагается 
использовать метод, основанный на понятии 
профиля компактности и комбинаторных 
формулах для эффективного вычисления 
функционала скользящего контроля. Метод 
изначально применялся для подготовки дан-
ных в задачах классификации [2]. Чтобы све-
сти свою задачу предобработки данных в мо-
делировании к задаче предобработки данных 
при классификации данных (которая имеет 
решение, использующее профиль компакт-
ности), предлагается провести кластерный 
анализ на выходных параметрах нейронной 
сети. Таким образом, будем иметь задачу 
классификации, для которой известно реше-
ние предобработки данных. 
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По методу происходит разделение обу-
чающих объектов на 3 категории: шумовые 
выбросы, неинформативные (периферий-
ные) объекты и опорные объекты. Исклю-
чение шумовых и периферийных объектов 
из обучающей выборки повышает обобща-
ющую способность метода обучения.

Данный метод, начиная с полной выбор-
ки, последовательно исключает объекты. На 
каждом шаге выбирается тот объект, исклю-
чение которого минимизирует функционал. 
Оказывается, что процесс отсева объектов 
разбивается на две стадии. Сначала исключа-
ются шумовые выбросы, затем исключаются 
неинформативные периферийные объекты. 
Процесс останавливается, когда остаются 
объекты, исключение которых заметно уве-
личивает функционал, тогда в массиве дан-
ных остаются столпы, или опорные объекты.

Основным результатом применения 
комбинаторной формулы для оценки функ-
ционала полного скользящего контроля яв-
ляется то, что она одинаково хорошо подхо-
дит как для исключения шумовых объектов, 
так и для сокращения множества прецеден-
тов, являясь при этом эффективно вычисли-
мым, точным значением функционала [3].

Метод опирается на предположение, ко-
торое называется гипотезой компактности: 

схожие объекты гораздо чаще лежат в одном 
классе, чем в разных. В этом случае граница 
между классами имеет достаточно простую 
форму, а классы образуют компактно лока-
лизованные области в пространстве объ-
ектов (в математическом анализе компакт-
ными называются ограниченные замкнутые 
множества, гипотеза компактности не име-
ет ничего общего с этим понятием).

Как правило, объекты обучения не яв-
ляются равноценными. Среди них могут 
находиться типичные представители клас-
сов – эталоны. Если классифицируемый 
объект близок к эталону, то, скорее всего, 
он принадлежит тому же классу. Еще одна 
категория объектов – неинформативные, 
или периферийные. Они плотно окружены 
другими объектами того же класса. Если их 
удалить из выборки, это практически не от-
разится на качестве обучения. Наконец, в 
выборку может попасть некоторое количе-
ство шумовых выбросов – объектов, находя-
щихся в чужом классе. Обычно их удаление 
только улучшает качество классификации. 

Исключение из выборки шумовых и не-
информативных объектов дает несколько 
преимуществ одновременно: повышается 
качество классификации, сокращается объ-
ем хранимых данных и уменьшается время 

Пример противоречивых данных

Тип па-
раметра Название параметра

Значение 
1-й стро-
ки данных

Значение 
2-й строки 
данных

Относительное 
отклонение 
значений, %

Вх
од
ны

е 
па
ра
ме
тр
ы

Химсостав. C 0,087 0,087 0
Химсостав. Mn 0,44 0,44 0
Химсостав. P 0,01 0,01 0
Химсостав. S 0,013 0,013 0
Химсостав. Ni 0,02 0,02 0
Химсостав. Al 0,034 0,034 0
Химсостав. N2 0,003 0,003 0
Стан 2000. Температура проката после клети 5 1000 1002 0,2
Стан 2000. Температура конца прокатки 829 830 0,12
Стан 2000. Температура смотки 656 656 0
Стан 2000. Степень обжатия на клети 12 0,149 0,142 4,93
Стан 2000. Скорость прокатки клети 12 634 616 2,92
Стан 2030. Скорость прокатки клети 5 14,68 14,59 0,71
Стан 2030. Степень обжатия 0,8 0,8 0
АНО. Температура нагрева 678,1 678,1 0
АНО. Температура выдержки 679,3 679,8 0,07
АНО. Температура охлаждения 299,3 299,7 0,13
АНО. Температура предвар. охлажд. 348,8 348,5 0,09
АНО. Температура повторного нагрева 385 384,6 0,1

В
ы
хо
дн
ы
е 

па
ра
ме
тр
ы Предел прочности 365 360 1,39

Относительное удлинение 36 34 5,88
Глубина сферической лунки по эриксену 57 55 3,64
Твердость по роквеллу 9,2 9,3 1,08
Предел текучести 290 290 0
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классификации, затрачиваемое на поиск 
ближайших эталонов [2]. 

Перейдем к рассмотрению минимизиру-
емого функционала выборки. Пусть имеется 
множество объектов X и множество имен 
классов Y. Задана обучающая выборка пар 
«объект-ответ»

.

Пусть на множестве объектов задана 
функция расстояния . Эта функция 
должна быть достаточно адекватной моделью 
сходства объектов. Чем меньше значение этой 
функции, тем более схожи объекты x, x′. 

Для произвольного объекта u располо-
жим объекты обучающей выборки xi в по-
рядке возрастания расстояний до u:

  (1)
где через xiu обозначается элемент обучаю-
щей выборки, который является i-м соседом 
объекта u. Аналогичное обозначение вве-
дем и для ответа на i-м соседе – yiu. Каждый 
объект u  X порождает свою перенумера-
цию выборки. 

Рассматривается метод ближайшего сосе-
да, который относит классифицируемый объ-
ект u к тому классу, которому принадлежит 
ближайший к u объект обучающей выборки: 
  (2)

Профиль компактности выборки Xm есть 
функция:

  (3)

Иными словами, профиль компактности 
R(j) – это доля объектов выборки, для кото-
рых j-й сосед лежит в другом классе. 

Профиль компактности является фор-
мальным выражением гипотезы компакт-
ности – предположения о том, что схожие 
объекты гораздо чаще лежат в одном клас-
се, чем в разных. 

Выборка XL разбивается всевозможны-
ми  способами на две непересекаю-
щиеся подвыборки:

, 

где  – обучающая подвыборка дли-
ны m,  – контрольная подвыборка длины 
k = L – m, n = 1, ..., N – номер разбиения.

Для каждого разбиения n строится 
алгоритм . Функционал полно-
го скользящего контроля (complete cross-

validation, CCV) определяется как средняя 
(по всем разбиениям) ошибка на контроле:

 (4)

Функционал полного скользящего кон-
троля характеризует обобщающую способ-
ность метода ближайшего соседа.

Справедлива формула для эффективно-
го вычисления CCV через профиль компакт-
ности:

  (5)

где 

Комбинаторный множитель Γ(j) быстро 
убывает с ростом j. Для минимизации функ-
ционала CCV достаточно, чтобы при ма-
лых j профиль R(j, XL) принимал значения, 
близкие к нулю. Это означает, что близкие 
объекты должны лежать преимущественно 
в одном классе. Таким образом, профиль 
действительно является формальным выра-
жением гипотезы компактности [2, 3].

Предлагается использовать кластерный 
анализ для разделения значений выходов 
сети на группы, чтобы свести задачу предо-
бработки данных при моделировании с по-
мощью нейронной сети к задаче предобра-
ботки данных при классификации, в которой 
используется теория профиля компактности.

В качестве характеристики близости вы-
ходных значений нейронной сети взято ев-
клидово расстояние между точками . 
Для произвольного вектора v с числом эле-
ментов n евклидова норма находится следу-
ющим образом [4]:

  (6)
Евклидово расстояние является самой 

популярной метрикой в кластерном анали-
зе: оно отвечает интуитивным представле-
ниям о близости и, кроме того, очень удачно 
вписывается своей квадратичной формой в 
традиционно статистические конструкции. 
Геометрически оно лучше всего объединяет 
объекты в шарообразных скоплениях, кото-
рые весьма типичны для слабо коррелиро-
ванных совокупностей [7].

На первом шаге кластерного анализа 
каждый объект считается отдельным кла-
стером. На следующем шаге объединяются 
два ближайших объекта, которые образуют 
новый класс, определяются расстояния от 
этого класса до всех остальных объектов, 
и размерность матрицы расстояний сокра-
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щается на единицу. Процедура повторяет-
ся на текущей матрице расстояний, пока не 
будет достигнуто некоторое число класте-
ров [1]. Здесь в работе число кластеров бе-
рется равным , где n – число объектов.

Рассмотрим эффективность методики 
на примере. Возьмем массив данных и уда-
лим из него некомплектные данные – стро-
ки, в которых по какому-либо параметру 
отсутствуют значения. Затем удалим про-
тиворечивые и неинформативные объекты, 
используя данный метод, и проведем обу-
чение. Сравним результаты этого обучения 

с обучением по данным того же объема без 
предобработки (рисунок). Необходимо от-
метить, что анализ данных выполнялся по 
отнормированным значениям массива дан-
ных, используемом для обучения нейрон-
ной сети.

С предобработкой данных сеть обуча-
ется лучше: математическое ожидание от-
клонения, СКО отклонения уменьшаются, 
вследствие этого увеличивается процент 
попадания в 5 % область отклонения (95,56 
и 98,52 %). Показатель по 10 % области оди-
наковый – 100 %.

Результат обучения нейронной сети:
а – без предобработки данных; б – с предобработкой данных

Таким образом, предлагаемый метод 
предобработки данных дает более каче-
ственное обучение нейронной сети. Предо-
бработка заключается в удалении из масси-
ва противоречивых примеров. Поиск таких 
примеров основан на теории профиля ком-
пактности, которая применяется также для 
предобработки данных, но в задаче клас-
сификации. Чтобы использовать известное 
решение (теорию профиля компактности) в 
задаче моделирования, необходимо с помо-
щью кластерного анализа выделить группы 
над значениями выходных параметров ней-
ронной сети.
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